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ARTICLE INFO  ABSTRACT 
 

Reconhecimento de Imagens é um tema recorrente na área de visão computacional. Passou por 
várias abordagens estatísticas como a Análise de Componentes Principais (PCA), e suas variantes. 
Atualmente incorpora elementos de Inteligência Artificial, mais especificamente, Machine 
Learning. De um modo geral   o processo de reconhecimento tem uma fase de pré-processamento, 
com algoritmos explorando alguma característica da imagem, usando alguma ferramenta 
estatística, gerando uma base de dados de conhecimento, que na fase de reconhecimento é 
manipulada por algum algoritmo de Machine Learning. Neste artigo é proposto um processo para 
o reconhecimento de imagens onde a imagem é tratada como uma imagem composta de uma 
matriz de pixels sem nenhum outro parâmetro específico, o que torna o processo adaptável para o 
reconhecimento de uma grande variedade tipos de imagens, desde imagens de faces até imagens 
de circuito impresso.  Nesta abordagem são   utilizadas ferramentas simples como vizinhos mais 
próximos e o conceito estatístico de Correlação. 
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INTRODUCTION 
 
Atualmente, os algorítmos para o reconhecimento de imagens, 
seguem uma sequência de pre-porcessamento que envolve 
frequentemente a aplicação de filtros para a remoção de ruidos , 
normalização, extraçao de caracterisicas com eventual aplicação de 
Análise de Componentes Principais (PCA) e suas variantes  (TURK, 
1991; KIRBY, 1990; SAMBROO, 2016 and MELO, 2010),  em 
seguida a  etapa de reconhecimento através do uso de métricas de 
ditância geométrica distâncias Euclidiana (BASSEVILLE, 1989 and 
PREETI, 2019) e distância estatística de Mahalanobis 
(BASSEVILLE, 1989 and PREETI, 2019). Técnicas de Inteligência 
Artificial (IA) e mais específicamente Machine Learning (ML) foram 
incorporadas ao processo de reconhecimento, complementando ou 
substituindo as teçnicas existentes, tais como o PCA e suas varintes 
(TURK, 1991; KIRBY, 1990; SAMBROO, 2016). As bases de dados 
de imagens frequentemente utiizadas para avaliar o desempenho 
destes sitemas de reconhecimento são:  base da AT&T (AT & T. 
Laboratories Cmabridge, 2022), para reconhecimento de faces, bases 
DBn-A e DBn-B da FVC 2006 (FVC, 2002) para o reonhecimento de 
impressão digital (MELO, 2010) e base Caltech (CALTECH, 2002) 
para reconhecimento de imagens diversas em especial de rostos com 
plano de fundos difrentes, entre outras. Este artigo apresenta uma 
proposta de algorítmo que não faz a extração de características  

 
 
 
específicas da imagem, ou seja, trata uma imagem como imagem. A 
vantagem desta abordagem é o aproveitamento do mesmo processo 
em diversos tipos de problemas de reconhecimento de imagens, seja 
em biometria, imagens médicas, detecção de defeitos em placas de 
circuitos, reconheimento de voz, entre outros. Além disso, diferente 
de outras abordagens mais recentes de IA (WILSON, 1993; 
MICHALSKI, 2013; KOTISIA99TIS, 2007),  Deep Learning em 
redes neurais profundas (DNN) (CHOLLET, 2018; LeCun, 2015), 
neste trabalho são utilizados apenas os conceito de Correlação 
(AJIzenman, 2008) e Machine Learning (HUANG, 2011; GÉRON, 
2017 and KOTSIANTIS, 2007) mais específicamente o  algorítmo 
KNN  (HU, 2016; Documentação do Scikit Learn, 2002; Portal Data 
Science, 2022), ou seja ferramentas mais simples e bem conhecidas 
em problemas de classsificação. Na Seção II,  são mostrados  os 
Materiais e métodos onde são descritos os componentes e conceitos 
que compõem o ambiente necessários para dsenvolvimento e 
implementação do sistema de reconhecimento. Na Seção III são 
apresentadas as análises dos resultados da implementação. Seção IV 
as discussoes  e na Seção V os agradecimentos. 
 

MATERIALS AND METHODS 
 

Nesta seção são descritos os componentes e conceitos que compõem 
o ambiente de desenvolvimento do sistema, consituido basicamente 
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por um módulo de correlação estatística, e o algorítmo de vizinhos 
mais próximos(KNN) de Machine Learning, uma base de Imagens e 
as métricas de reconhecimento e de desempenho 

 
Correlação: O termo correlação significa relação em dois sentidos e é 
usado em estatística para designar o grau da relação linear entre dois
conjuntos (X, Y). A correlação será tanto mais forte quanto mais 
próximo estiver o coeficiente de 1, e será tanto mais fraca quanto 
mais próximo o coeficiente estiver de zero. Fazemos então a 
classificação de uma imagem pela avaliação do do coeficiente de 
correlação. Para o cálculo do coeficiente de correlação, utilizamos o 
coeficiente de correlação inear de Pearson (r) que é   dado pela 
Equação 1. (AJIzenman, 2008). 
 

 
 
Onde: SXY é a covariância; 
 
Sx e Sy representam o desvio padrão, respectivamente, das variáveis x 
e y 
Para dados brutos (sem covariância ou desvio padrão)
correlação de Pearson (r) é dado pela Equação 2. 
 

 
 
Uma estimaitva para clssificação do grau de correlaçcão, depende do 
problema abordado, mas de um modo geral, pode ser classificada 
conforme descrito na Tabela I.  
 

Tabela 1. Estimativa para classificação do grau de correlação
 

Grau de correlação (valor Absoluto) Classificação
 0,9 -1,0 muito forte
0,7 – 0,9 Forte 
0,5 – 0,7 Moderada
0,3 – 0,5 Fraca 
0,0 – 0,3 muito fraca

 
No contexto deste trabalho X é o conjunto de pixels de uma imagem 
vetorizada a ser classificada a partir da medida da correlação com as 
imagens Y também vetorizadas da base de conhecimento. Calculamos 
a correlação (X, Y1), (X, Y2.).), ... (X, Yn.). A maior correlação é 
candidata a classificar X, como próximo a imagem Yn, com uma 
chance de 98% de acerto como veremos na seção II.5
 
Machine Learning: A Figura 1 mostra o esquema de uma Machine 
Learning (ML), que consiste basicamente em uma base de 
conhecimento e um algoritmo de aprendizado. Os dados são 
estruturados em atributos e ,no caso de aprendizado supervisionado, 
uma classe para cada conjunto de atributos (HUANG
2017 and KOTSIANTIS, 2007). No caso de dados de imagens cada 
conjunto de atributos (pixels) classificam uma imagem. Uma parte 
desses dados é usada para treinar o algoritmo de aprendizado, 
enquanto outra parte é usada para testar e avaliar o desempenho da 
ML. Quanto mais dados usados para treinar a ML, melhor é seu 
desempenho ou taxa de acertos no processo de reconhecimento. Entre 
os algorítmos de aprendizaem, os mais populares na literatura são::
KNN, DT3, SVM e RNA (HUANG, 2011 and GÉRON
trabalho utilizamos o algorítmo KNN (HU, 2016; 
Scikit Learn, 2012 and Portal Data Science
simplicidade e por implementar métrica de menor distancia euclidiana 
que combinada com a correlação, resulta no moelo proposto neste 
artigo (BASSEVILLE, 1989 and PREETI, 2019). 
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Figura 1. Representação esquemática de uma ML que é composto por 
uma base de conhecimento com um conjunto de dados (para treinamento) 

e outro conjunto para testes, além
 
Algoritmo KNN: O KNN (K-Nearest
Próximos) (HU, 2016; Documentação do Scikit Learn
Portal Data Science, 2022) é um algoritmo que classifica as entradas 
através de um método de predição que utiliza a distância entre a 
entrada atual e seus k vizinhos mais próximos no conjunto de 
treinamento para definir qual será o resultado de sua predição e 
consequente classificação. Estas medidas de distância podem ser: 
distância Euclidiana, de Manhatta e de Minkowski 
1989 and PREETI, 2019). Podemos
forma: Dados dois vetores X= (X1, 

a distância de Minkowski é definida como:
 

Se p=1 a distância é euclidiana, se p=2 é Manhattan. Com o número 
de vizinhos mais próximos escolhidos, o KNN calcula a distância da 
nova instância com os dados de treinamento, e reúne as k instâncias 
mais próximas. A figura 2 ilustra o funcionamento do KNN.
  

Figura 2: Classificação baseada em menor vetor distância
 
Estrutura das bases de imagens: 
utilizadas para avaliação de desempenho dos algoritmos de 
classificação., dentre as quais é utilizada neste trabalho o Att_faces 
que contém um conjunto de imagens de faces, tiradas entre abril de 
1992 e abril de 1994 no Olivetti Research Laboratory (ORL) em 
Cambridge, Reino Unido. Existem 10 imagens diferentes do mesmo 
indivíduo com 40 indivíduos distintos, totalizando 400 imagens. Para 
os indivíduos, as imagens foram tiradas em momentos diferentes, 
variando a iluminação, expressões faciais (olhos abertos / fechados, 
sorrindo / não sorrindo) e detalhes faciais (óculos / sem óculos). 
Todas as imagens são tiradas contra um fundo escuro e homogêneo e 
os motivos estão posição frontal direita (com tolerância a algum 
movimento lateral). Os arquivos estão no formato PGM. O tamanho 
de cada imagem é 92x112, níveis de cinza de 8 bits. As imagens são 
organizadas em 40 pastas, uma para cada indivíduo. A Figura 3 
mostra um exemplo de imagens destas bases.
 
 
 

Reconhecimento de imagens utilizando somente correlação estatística e vizinhos mais próximos
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METHODS 
 
Nesta seção são descritos os métodos   aplicados no desenvolvimento 
do sistema de reconhecimento.de imagens. 
 
Montagem da base de conhecimento da ML 
 

1) Cada conjunto de imagens do mesmo individuo ou objeto  é 
alocada em uma pasta numerada; 

2) É construido um classificador tal que as pastas representam 
uma class e cada imagem na pasta recebe a classificação da 
pasta.  

3) Esta estrutura organizacional de classificação por pasta e, 
imagem na pasta, permite a aplicação de algoritmos de 
aprendizagem com treinamento supervisionado.  

4) A Tabela II mostra a representação da base Att_faces com 3 
pastas e 5 imagens em cada pasta. 
 

   
 

Figura 3 -Exemplo da imagens da base Att_faces do Olivetti 
Research Laboratory em Cambridge, Reino Unido 

         
Neste caso, na pasta 1, cada imagem recebe o rótulo 1 e 
assim sucessivamente, gerando o dataframe mostrado na 
Tabela II, onde cada linha representa uma imagem e cada 
conjunto de uma mesma imagem está alocado na pasta com 
classificação indicada na coluna kclass.  

5) O algoritmo de ML treina, testa e depois o seu desempenho 
é medido em relação aos erros e acertos na predição; 
 

Tabela II- Dataframe de uma base de conhecimento att_faces. 
Cada linha representa os atributos (pixels) de uma imagem 

vetorizada com sua classificação dada pelo número da pasta que 
contém as imagens. Por exemplo as imagens de 0 a 4 são do 

individuo que está na pasta 1 e assim sucessivamente 
 

 
 

Hipótese: A experiência mostra que fazer reconhecimento baseado 
em valor de pixel não é uma boa estratégia, para reconhecimento de 
imagem, uma vez que os valores dos pixels variam muito com as 
condições de iluminação do ambiente. Mas nossa Hipótese é de que 
os pixels ou suas variações das imagens de um mesmo objeto mantém 
uma correlação forte, e correlação fraca para objetos diferentes. Ou 
seja, dada uma imagem ImgX, 

 

 
A matriz de variação dos pixels desta imagem Imgdx é: 
 

 
 
Dada um outro conjunto de imagens ImgY1, ImgY2,…, ImgYn e 
suas variações ImgdY1, ImgdY2,…, ImgdYn,  vetorizando. Medindo 
o grau de correlação entre os pares (ImgX, ImgY1), (ImgX, ImgY2) , 
…, (ImgX, ImgYn) ou das variações  de pixels, a máxima correlação 
ocorre quando as imagens são do mesmo indivíduo ou objeto. Após o 
cálculo da correlação, são selecionadas as cinco pastas com maior 
correlação, de modo a formarem um novo data frame, no qual é 
aplicando o KNN para encontrar o vizinho mais próximo da imagem 
ImgX. Em seguida os resultados da correlação e do vizinho mais 
próximo devem ser iguais ou complementares. A Figura 4, mostra o 
fluxograma do sistema proposto, baseado na hipótese formulada. 
 

 
 

Figura 4. Fluxograma do Sistema de Reconhecimento proposto. 
Inicialmente é feita a leitura das Imagens da base ImgYn e da 
imagem de teste ImgX, m seguida a geração do data frame, a 

vetorização de ImgX, o cálculo da correlação (ImgX, ImgYn), Em 
seguida são selecionadas as 5 pasta com maior correlação, 

gerando um novo data frame no qual é aplicado o KNN, Por fim a 
classe obtida pelo’ KNN é comparada com os valores obtidos no 

cálculo da correlação 
 
Medida de desempenho: Para medir o desempenho do sistema de 
reconhecimento, são utilizadas as métricas confusion_matrix {23] 
[24] (da biblioteca sklearn). A Figura 5 mostra um esboço da 
confusão-matrix, no contexto deste artigo. Observa-se que os 
elementos da diagonal principal representam as respostas corretas na 
classificação, verdadeiro positivo (tp) está na base e a predição está 
correta e, verdadeiro negativo (tn) não está na base e a predição está 
correta., enquanto os demais elementos da matriz mostram a 
quantidade de erros de classificação falso positivo(fp) e falso 
negativo(fn). O desempenho é calculado por P=(tp+tn)/(tp+tn+fp+fn) 
  

 
 

Figure 5 Structure of a confusion matrix. The elements in the main 
diagonal represent the correct answers in classification (true positive) 
while the other elements of the matrix give the amount of classification 

errors (false). The performance (P) is P=(tp+tn)/(tp+tn+fp+fn) 
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Experiments: O objetivo dos experimentos é responder a seguinte 
questão: dada uma base de imagens, distribuidas em pastas e, uma 
imagem de teste, determinar se a imagem de teste está na base e mais 
especificamente, em que pasta, aplicando a Hipótese proposta   Para 
responder esta questão avaliamos dois cenários com a base Att_faces 
Att_faces do Olivetti Research Laboratory em Cambridge, Reino 
Unido. Cenário 1: sendo 40 pastas com 10 imagens em cada pasta, o 
dataframe que representa a base é formado pelas 7 primeiras imagens 
de cada pasta  7 x 40 totalizando 280  imagens na base. As outras 3 x 
40 imagens, totalizando 120 vão para o modo de teste.  O 
desempenho é mostrado na confusion_matrix, Figura 6. 
Desempenho= (118+0)/(118+0++0+2)=95% 
  

 
Figura 6. Confusion_Matrix. Mostra o desempenho para o 

Cenário1 (114+0)/(114+0+0+6)=95% 
 
Cenário 2 Este cenário é semelhante ao cenário 1, exceto pelo fato de 
que utilizamos a variação de pixel. O desempenho foi de 91% 

 
Development Environment 
 
Os experimentos foram desenvolvidos: no seguinte ambiente  
 
Hardware: Note Book AVELL, 4 GB, 2.5 GHz, 64-bit  
 
Framework Spyder3, Python 3.7.3, libraries numpy, pandas 1.16.4, 
scipy.org sklearn-0.21.2, , scikit-learn.org. 
 

RESULTS 
 
Os experimentos confirmaram nossa hipótese de uma solução leve, 
simples, rápida e facilmente implementável   para o problema de 
reconhecimento de imagens. É possivel obter um desempenho muito 
maior para bases com melhor qualidade de imagens, pré-
processamento com aplicação de filtros para a eliminação de ruídos, 
ou, para uma base bem comportada, deixar o usuário decidir 
visualmente, ou seja, dependendo da aplicação, o sistema pode exibir 
um conjunto das três ou cinco imagens com maior correlação e deixar 
o usuário decidir  pelo reconhecimento. Também foi observado que a 
abordagem pela variação de pixels das imagens, não apresentou um 
desempenho melhor.    

 

DISCUSSIONS 
 
A proposta deste artigo é descrever um sistema de reconhecimento de 
imagens utilizando ferramentas, bem conhecidas, a Correlação 
Estatística e Vizinhos mais próximo os. A base de conhecimento não 
requer muitos elementos, uma vez que   o KNN não utiliza a noção de 
aprendizagem por indução e a Correlação Estatística também não 
requer uma base com muitos elementos uma vez que, neste caso 
trabalha com a largura e nao com a profundidade do data frame, além 
de fazer cálculo aos pares de túplas. Outro aspecto a ser considerado é 
a capacidade deste sistema de se adaptar a diversos tipos de imagens. 
Seja imagem de faces, impressão digital, médicas, entre outras, a 
estrutura do sistema de reconhecimento se mantém, com a base 
organizada em pastas e imagens nas pastas, a redução do problema 
em determinar se uma imagem prentence a um conjunto de imagens 

em uma pasta. Esta é a estrutura do sistema proposto Há muito espaço 
para melhorias nesta abordagem.  
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